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提纲

• 强化学习基本概念及发展历程

• 策略梯度方法

• 策略改进方法

• 大语言模型中的强化对齐
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强化学习的基本概念：三个随机变量、两个概率

• “强化学习是一种从个体和环境交互的经验中学习如何将状态映射到动作，以获得最大

奖励的学习机制。”

• 状态 𝑠, 动作 𝑎, 奖励 𝑟

• 个体 (agent) ：策略 𝜋 𝑎|𝑠

• 环境 (environment)：转移概率 𝑝 𝑠′, 𝑟|𝑠, 𝑎

• 经过个体与环境 𝑡 = 0, 1, ⋯ , 𝑇 − 1 次交互，形成轨迹 (trajectory or episode)

𝜏 = 𝑠0, 𝑎0, 𝑟1, 𝑠1, 𝑎1, ⋯ , 𝑠𝑇−1, 𝑎𝑇−1, 𝑟𝑇 , 𝑠𝑇

• 其中 𝑠, 𝑎, 𝑟, 𝑠′  为一步转移 (one transition step)；当 𝑡 > 𝑇 时, 𝑟𝑡 = 0



➢ 𝑚𝑎𝑥𝜋 𝐽 𝜋 = 𝔼𝜏~𝑝𝜋 𝜏 σ𝑡=0
∞ 𝛾𝑡𝑟𝑡+1

强化学习的问题建模

• 建模：马尔可夫决策过程 (Markov Decision Process,或随机序贯决策, 或随机动态规划)

• 目标：找到一个好策略以最大化期望累积（折扣）奖励 

𝐽 𝜋 = 𝔼𝜏~𝑝𝜋 𝜏 ෍

𝑡=0

∞

𝛾𝑡𝑟𝑡+1 , max𝜋 𝐽 𝜋

• 𝑝𝜋 𝜏 = 𝑝𝜋 𝑠0, 𝑎0, 𝑟1, 𝑠1, ⋯ = 𝑝 𝑠0 ς𝑡=0
∞ 𝜋 𝑎𝑡|𝑠𝑡 𝑝 𝑠𝑡+1, 𝑟𝑡+1|𝑠𝑡, 𝑎𝑡

为什么要折扣？
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强化学习的基本概念：价值函数

• 如何衡量某一状态下执行某一动作的好坏？

• 动作价值函数 𝑄𝜋 𝑠𝑡, 𝑎𝑡 = 𝔼𝑟𝑡+1,𝑠𝑡+1,⋯ ~𝑝𝜋 ∙|𝑠𝑡,𝑎𝑡
σ𝑘=0

∞ 𝛾𝑘𝑟𝑡+𝑘+1

• 状态价值函数 𝑉𝜋 𝑠𝑡 = 𝔼𝑎𝑡,𝑟𝑡+1,𝑠𝑡+1,⋯ ~𝑝𝜋 ∙|𝑠𝑡
σ𝑘=0

∞ 𝛾𝑘𝑟𝑡+𝑘+1 = 𝔼𝑎𝑡~𝜋 ∙|𝑠𝑡
𝑄𝜋 𝑠𝑡, 𝑎𝑡

• 优势函数 𝐴𝜋 𝑠𝑡, 𝑎𝑡 = 𝑄𝜋 𝑠𝑡, 𝑎𝑡 − 𝑉𝜋 𝑠𝑡
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强化学习的发展历程

西湖大学赵世钰【【强化学习的数学原理】课程：从零开始到透彻理解（完结）】

策略梯度方法
策略改进方法

https://www.bilibili.com/video/BV1sd4y167NS/?share_source=copy_web&vd_source=cb0636b4b9a8bb223cb7003622e3faad
https://www.bilibili.com/video/BV1sd4y167NS/?share_source=copy_web&vd_source=cb0636b4b9a8bb223cb7003622e3faad
https://www.bilibili.com/video/BV1sd4y167NS/?share_source=copy_web&vd_source=cb0636b4b9a8bb223cb7003622e3faad
https://www.bilibili.com/video/BV1sd4y167NS/?share_source=copy_web&vd_source=cb0636b4b9a8bb223cb7003622e3faad
https://www.bilibili.com/video/BV1sd4y167NS/?share_source=copy_web&vd_source=cb0636b4b9a8bb223cb7003622e3faad
https://www.bilibili.com/video/BV1sd4y167NS/?share_source=copy_web&vd_source=cb0636b4b9a8bb223cb7003622e3faad
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策略梯度方法 (Policy Gradient Methods)

• 回顾：max𝜋 𝐽 𝜋 = 𝔼𝜏~𝑝𝜋 𝜏 σ𝑡=0
∞ 𝛾𝑡𝑟𝑡+1

• 参数化策略函数： 𝜋𝜃

• 目标：

max𝜃 𝐽 𝜃 = 𝔼𝜏~𝑝𝜋𝜃
𝜏 ෍

𝑡=0

∞

𝛾𝑡𝑟𝑡+1

• 策略梯度方法： 𝜃 ← 𝜃 + 𝛼∇𝜃𝐽 𝜃
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策略梯度

∇𝜃𝐽 𝜃 = 𝔼𝜏~𝑝𝜋𝜃
𝜏 ෍

𝑡=0

∞

∇𝜃log 𝜋𝜃 𝑎𝑡|𝑠𝑡 ෍

𝑡=0

∞

𝛾𝑡𝑟𝑡+1

Step 1: Log-Derivative Trick

• 𝐽 𝜃 = 𝔼𝜏~𝑝𝜋𝜃
𝜏 σ𝑡=0

∞ 𝛾𝑡𝑟𝑡+1

• 令 𝑓 𝜏 ≜ σ𝑡=0
∞ 𝛾𝑡𝑟𝑡+1

• 则

Step 2: Unrolling Log Probability

• 𝑝𝜋 𝜏 = 𝑝 𝑠0 ς𝑡=0
∞ 𝜋 𝑎𝑡|𝑠𝑡 𝑝 𝑠𝑡+1, 𝑟𝑡+1|𝑠𝑡, 𝑎𝑡

• 则

Seita's Place: Going Deeper Into Reinforcement Learning: Fundamentals of Policy Gradients

注：策略梯度定理有另一种表述，参见：Richard S. Sutton and Andrew G. Barto, 2020, Reinforcement Learning: An Introduction

https://danieltakeshi.github.io/2017/03/28/going-deeper-into-reinforcement-learning-fundamentals-of-policy-gradients/
http://incompleteideas.net/book/RLbook2020.pdf
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REINFORCE 算法

• REINFORCE

•     REINFORCE 的变体

• REINFORCE with Baseline： σ𝑡=0
∞ 𝛾𝑡𝑟𝑡+1 − 𝑉𝜋

𝜙
𝑠0

• Advantage Actor-Critic (A2C)：𝑟1 + 𝛾𝑉𝜋
𝜙

𝑠1 − 𝑉𝜋
𝜙

𝑠0

• Actor-Critic with GAE

𝑉𝜋 𝑠𝑡 = 𝔼𝑎𝑡,𝑟𝑡+1,𝑠𝑡+1,⋯ ~𝑝𝜋 ∙|𝑠𝑡
σ𝑘=0

∞ 𝛾𝑘𝑟𝑡+𝑘+1

无偏，优势函数

很可能有偏

结合以上二者

Figure: Sergey Levine, CS 285 UC Berkeley, Deep Reinforcement Learning, 2023

Richard S. Sutton and Andrew G. Barto, 2020, Reinforcement Learning: An Introduction

∇𝜃𝐽 𝜃 = 𝔼𝜏~𝑝𝜋𝜃
𝜏 ෍

𝑡=0

∞

∇𝜃log 𝜋𝜃 𝑎𝑡|𝑠𝑡 ෍

𝑡=0

∞

𝛾𝑡𝑟𝑡+1

缺点：方差高、更新慢

https://rail.eecs.berkeley.edu/deeprlcourse/
http://incompleteideas.net/book/RLbook2020.pdf
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广义优势估计 (General Advantage Estimation, GAE)

• σ𝑘=0
∞ 𝛾𝑘+𝑡𝑟𝑡+𝑘+1 − 𝑉𝜋 𝑠𝑡

• 𝑟𝑡+1 + 𝛾𝑉𝜋 𝑠𝑡+1 − 𝑉𝜋 𝑠𝑡

• 观察：

• 加权平均：
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广义优势估计 (General Advantage Estimation, GAE)

• GAE：

• 价值函数的估计与优化：

• 参数化： 𝑉𝜋 𝑠𝑡 ≈ 𝑉𝜋
𝜙

𝑠𝑡

• 优化：min
𝜙

1

𝑁 𝜏𝑖
σ𝑖=1

𝑁 𝑉𝜋
𝜙

𝑠𝑡
𝑖 − ෠𝑅𝑡

𝑖

2

2
, ෠𝑅𝑡 = σ𝑘=0

𝑇−𝑡−1 𝛾𝑘+𝑡𝑟𝑡+𝑘+1

Schulman, J., Moritz, P., Levine, S., Jordan, M., & Abbeel, P. (2015). High-Dimensional Continuous Control Using Generalized Advantage Estimation.
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策略改进方法 (Policy Improvement Methods)

• 策略梯度方法：梯度上升，用一阶泰勒展开近似指导目标函数上升

𝜃1 ← 𝜃0 + |𝛼∇𝜃𝐽 𝜃 𝜃=𝜃0
⇒ 𝐽 𝜃1 ≥ 𝐽 𝜃0 ？

• 如何能保证目标函数上升？

• 考虑一个替代函数 ෨𝐿 𝜃 ，满足 ෨𝐿 𝜃 ≤ 𝐽 𝜃 且 ෨𝐿 𝜃0 = 𝐽 𝜃0

𝜃1 ← argmax𝜃
෨𝐿 𝜃 ⇒ 𝐽 𝜃1 ≥ ෨𝐿 𝜃1 ≥ ෨𝐿 𝜃0 = 𝐽 𝜃0
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替代函数的构造 

• 第一步：基于 𝐽 𝜃0  的 𝐽 𝜃

 𝐽 𝜃 = 𝐽 𝜃0 + 𝔼s~𝜌𝜋𝜃
𝔼𝑎~𝜋𝜃 |∙ 𝑠 𝐴𝜋𝜃0

𝑠, 𝑎

• 其中 𝜌𝜋 𝑠 = Pr 𝑠0 = 𝑠|𝜋, 𝑝 + 𝛾Pr 𝑠1 = 𝑠|𝜋, 𝑝 + 𝛾2Pr 𝑠2 = 𝑠|𝜋, 𝑝 + ⋯

• 推导：

• Step 1：𝐽 𝜃 = 𝐽 𝜃0 + 𝔼𝜏~𝑝𝜋𝜃
𝜏 σ𝑡=0

∞ 𝛾𝑡𝐴𝜋𝜃0
s𝑡 , 𝑎𝑡

• Step 2：𝔼𝜏~𝑝𝜋𝜃
𝜏 σ𝑡=0

∞ 𝛾𝑡𝐴𝜋𝜃0
s𝑡 , 𝑎𝑡 = 𝔼s~𝜌𝜋𝜃

𝔼𝑎~𝜋𝜃 |∙ 𝑠 𝐴𝜋𝜃0
𝑠, 𝑎
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替代函数的构造 
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替代函数的构造 

• 第二步：近似

𝐽 𝜃 ≈ 𝐽 𝜃0 + 𝔼s~𝜌𝜋𝜃0
𝔼𝑎~𝜋𝜃 |∙ 𝑠 𝐴𝜋𝜃0

𝑠, 𝑎 = 𝐿 𝜃

• 满足条件：𝐿 𝜃0 = 𝐽 𝜃0  且 |∇𝜃𝐿 𝜃 𝜃=𝜃0
= |∇𝜃𝐽 𝜃 𝜃=𝜃0
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替代函数的构造 

• 第三步：下界定理

𝐽 𝜃 ≥ 𝐿 𝜃 − 𝐶 max
𝑠

𝐷KL ฮ𝜋𝜃0
|∙ 𝑠 𝜋𝜃 |∙ 𝑠 = ෨𝐿 𝜃

• 𝐿 𝜃 ≜ 𝐽 𝜃0 + 𝔼s~𝜌𝜋𝜃
𝔼𝑎~𝜋𝜃 |∙ 𝑠 𝐴𝜋𝜃0

𝑠, 𝑎 ， 𝐶 ≜
4𝛾 max

𝑠,𝑎
𝐴𝜋𝜃0

𝑠,𝑎

1−𝛾 2

• 𝜌𝜋 𝑠 ≜ Pr 𝑠0 = 𝑠|𝜋, 𝑝 + 𝛾Pr 𝑠1 = 𝑠|𝜋, 𝑝 + 𝛾2Pr 𝑠2 = 𝑠|𝜋, 𝑝 + ⋯

𝐿 𝜃0 = 𝐽 𝜃0  且 |∇𝜃𝐿 𝜃 𝜃=𝜃0
= |∇𝜃𝐽 𝜃 𝜃=𝜃0

෨𝐿 𝜃 ≤ 𝐽 𝜃 且 ෨𝐿 𝜃0 = 𝐽 𝜃0
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信赖域策略优化 (Trust Region Policy Optimization, TRPO)

• 有保证的目标：max𝜃  𝐿 𝜃 − 𝐶 max
𝑠

𝐷KL ฮ𝜋𝜃0
|∙ 𝑠 𝜋𝜃 |∙ 𝑠   >> 步长过小！

• 替代地，我们优化：

max𝜃  𝐿 𝜃 ,   subject to max
𝑠

𝐷KL ฮ𝜋𝜃0
|∙ 𝑠 𝜋𝜃 |∙ 𝑠 ≤ 𝛿

• 进一步替代地，我们优化：

max𝜃  𝐿 𝜃 ,   subject to 𝔼s~𝜌𝜋𝜃0
𝐷KL ฮ𝜋𝜃0

|∙ 𝑠 𝜋𝜃 |∙ 𝑠 ≤ 𝛿

信赖域约束

Schulman, J., EDU, B., Levine, S., Moritz, P., Jordan, M., & Abbeel, P. (2015). Trust Region Policy Optimization.
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∞ 𝛾𝑡𝑟𝑡+1

采样估计

• 目标函数：max𝜃  𝐿 𝜃 = max𝜃  𝐽 𝜃0 + 𝔼s~𝜌𝜋𝜃0
𝔼𝑎~𝜋𝜃 |∙ 𝑠 𝐴𝜋𝜃0

𝑠, 𝑎

= max𝜃  𝔼s~𝜌𝜋𝜃0
𝔼𝑎~𝜋𝜃 |∙ 𝑠 𝐴𝜋𝜃0

𝑠, 𝑎

= max𝜃  𝔼s~𝜌𝜋𝜃0
𝔼𝑎~𝜋𝜃0

|∙ 𝑠

𝜋𝜃 |𝑎 𝑠

𝜋𝜃0
|𝑎 𝑠

𝐴𝜋𝜃0
𝑠, 𝑎

= max𝜃  ෍

𝑡=0

∞

𝔼𝑠𝑡,𝑎𝑡~𝜋𝜃0

𝜋𝜃 |𝑎𝑡 𝑠𝑡

𝜋𝜃0
|𝑎𝑡 𝑠𝑡

𝛾𝑡𝐴𝜋𝜃0
𝑠𝑡 , 𝑎𝑡

≈ max𝜃

1

𝑁
෍

𝑖=1

𝑁

෍

𝑡=0

𝜏𝑖 −1
𝜋𝜃 ห𝑎𝑡

𝑖 𝑠𝑡
𝑖

𝜋𝜃0
ห𝑎𝑡

𝑖 𝑠𝑡
𝑖

𝛾𝑡𝐴𝜋𝜃0
𝑠𝑡

𝑖 , 𝑎𝑡
𝑖

• 约束： 𝔼s~𝜌𝜋𝜃0
𝐷KL ฮ𝜋𝜃0

|∙ 𝑠 𝜋𝜃 |∙ 𝑠 ≈
1

𝑁
σ𝑖=1

𝑁 σ
𝑡=0

𝜏𝑖 −1
𝛾𝑡 ෡𝐷KL ฮ𝜋𝜃0

|∙ 𝑠𝑡
𝑖 𝜋𝜃 |∙ 𝑠𝑡

𝑖

• 优势：

重要性采样 (Importance Sampling) 技巧

其中 𝜌𝜋 𝑠 = Pr 𝑠0 = 𝑠|𝜋, 𝑝 + 𝛾Pr 𝑠1 = 𝑠|𝜋, 𝑝 + 𝛾2Pr 𝑠2 = 𝑠|𝜋, 𝑝 + ⋯

蒙特卡洛采样

GAE



➢ 𝑚𝑎𝑥𝜋 𝐽 𝜋 = 𝔼𝜏~𝑝𝜋 𝜏 σ𝑡=0
∞ 𝛾𝑡𝑟𝑡+1

实际算法
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王树森 张志华, 2022, 深度强化学习（初稿）

max𝜃𝐿 𝜃

= max𝜃 ෍

𝑡=0

∞

𝔼𝑠𝑡,𝑎𝑡~𝜋𝜃0

𝜋𝜃 |𝑎𝑡 𝑠𝑡

𝜋𝜃0
|𝑎𝑡 𝑠𝑡

𝐴𝜋𝜃0
𝑠𝑡, 𝑎𝑡

≈ max𝜃

1

𝑁
෍

𝑖=1

𝑁

෍

𝑡=0

𝜏𝑖 −1
𝜋𝜃 ห𝑎𝑡

𝑖 𝑠𝑡
𝑖

𝜋𝜃0
ห𝑎𝑡

𝑖 𝑠𝑡
𝑖

𝛾𝑡𝐴𝜋𝜃0
𝑠𝑡

𝑖, 𝑎𝑡
𝑖

https://spinningup.openai.com/en/latest/index.html
https://www.math.pku.edu.cn/teachers/zhzhang/drl_v1.pdf
https://www.math.pku.edu.cn/teachers/zhzhang/drl_v1.pdf
https://www.math.pku.edu.cn/teachers/zhzhang/drl_v1.pdf
https://www.math.pku.edu.cn/teachers/zhzhang/drl_v1.pdf
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max𝜃𝐿 𝜃

= max𝜃 ෍

𝑡=0

∞

𝔼𝑠𝑡,𝑎𝑡~𝜋𝜃0

𝜋𝜃 |𝑎𝑡 𝑠𝑡

𝜋𝜃0
|𝑎𝑡 𝑠𝑡

𝐴𝜋𝜃0
𝑠𝑡, 𝑎𝑡

≈ max𝜃

1

𝑁
෍

𝑖=1

𝑁

෍

𝑡=0

𝜏𝑖 −1
𝜋𝜃 ห𝑎𝑡

𝑖 𝑠𝑡
𝑖

𝜋𝜃0
ห𝑎𝑡

𝑖 𝑠𝑡
𝑖

𝛾𝑡𝐴𝜋𝜃0
𝑠𝑡

𝑖 , 𝑎𝑡
𝑖

https://spinningup.openai.com/en/latest/index.html
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近端策略优化 (Proximal Policy Optimization, PPO)

• 回顾：

• 下界定理：𝐽 𝜃 ≥ 𝐿 𝜃 − 𝐶𝐷KL
max 𝜋𝜃0

, 𝜋𝜃 ， 𝐶 =
4𝛾 max

𝑠,𝑎
𝐴𝜋𝜃0

𝑠,𝑎

1−𝛾 2

• max𝜃𝐿 𝜃 = max𝜃 σ𝑡=0
∞ 𝔼𝑠𝑡,𝑎𝑡~𝜋𝜃0

𝜋𝜃 |𝑎𝑡 𝑠𝑡

𝜋𝜃0
|𝑎𝑡 𝑠𝑡

𝐴𝜋𝜃0
𝑠𝑡 , 𝑎𝑡 s.t. max

𝑠
𝐷KL ฮ𝜋𝜃0

|∙ 𝑠 𝜋𝜃 |∙ 𝑠 ≤ 𝛿

• PPO-Penalty： max𝜃  𝐿 𝜃 − 𝛽𝐷KL
max 𝜋𝜃0

, 𝜋𝜃

• PPO-Clip：

max𝜃  ෍

𝑡=0

∞

𝔼𝑠𝑡,𝑎𝑡~𝜋𝜃0
min

𝜋𝜃 |𝑎𝑡 𝑠𝑡

𝜋𝜃0
|𝑎𝑡 𝑠𝑡

𝐴𝜋𝜃0
𝑠𝑡 , 𝑎𝑡 , clip

𝜋𝜃 |𝑎𝑡 𝑠𝑡

𝜋𝜃0
|𝑎𝑡 𝑠𝑡

, 1 − 𝜖, 1 + 𝜖 𝐴𝜋𝜃0
𝑠𝑡 , 𝑎𝑡

Schulman, J., Wolski, F., Dhariwal, P., Radford, A., & Klimov, O. (2017). Proximal Policy Optimization Algorithms.
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PPO-Clip
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大语言模型中的强化学习
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大语言模型中的强化学习：从 RLHF 说起

• 问题建模：单步策略，学习 question  对应的 output

𝐽 𝜃 = 𝔼𝜏~𝑝𝜋𝜃
𝜏 ෍

𝑡=0

1

𝛾𝑡𝑟𝑡+1 = 𝔼𝑠0~𝑝 𝑠0 ,𝑎0~𝜋𝜃 |∙ 𝑠0
𝑟1 = 𝔼𝑞~𝑝 𝑞 ,𝑜~𝜋𝜃 ห|∙ 𝑞 𝑟1

• 奖励模型：

• Rule-based (or verifiable, RLVR)

• Model-based：结果奖励模型 (outcome RM)、过程奖励模型 (process RM)

➢ 结果奖励模型 𝑟𝜓 𝑞, 𝑜 ，BT 公式+交叉熵损失

➢ 𝑟1 = 𝑟 𝑞, 𝑜 = 𝑟𝜓 𝑞, 𝑜 − 𝛽log
𝜋𝜃 |∙ 𝑞

𝜋ref |∙ 𝑞

Ouyang, L., Wu, J., Jiang, X., Almeida, D., Wainwright, C. L., Mishkin, P., ... & Lowe, R. (2022). Training language models to follow instructions with human feedback.
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大语言模型中的强化学习：从 RLHF 说起

• 求解算法：PPO

𝐽PPO 𝜃 = 𝔼𝑞~𝑝 𝑞 ,𝑜~𝜋𝜃0
|∙ 𝑞 min

𝜋𝜃 |𝑜 𝑞

𝜋𝜃0
|𝑜 𝑞

𝐴𝜋𝜃0

𝜓,𝜙
𝑞, 𝑜 , clip

𝜋𝜃 |𝑜 𝑞

𝜋𝜃0
|𝑜 𝑞

, 1 − 𝜖, 1 + 𝜖 𝐴𝜋𝜃0

𝜓,𝜙
𝑞, 𝑜

奖励模型 𝑟𝜓 𝑞, 𝑜     6B

价值模型 𝑉𝜋 𝑠𝑡     6B

策略模型 𝜋𝜃 |𝑜 𝑞     175B
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Group Relative Policy Optimization (GRPO)

• 价值模型占用内存、耗费计算量 >>  不使用价值模型估计优势

• 对给定 𝑞，从 𝜋𝜃0
 中采样一组回复 𝑜1, 𝑜2, ⋯ , 𝑜𝐺 ，打分 𝒓 = 𝑟1, 𝑟2, ⋯ , 𝑟𝐺

෤𝑟𝑖 =
𝑟𝑖 − mean 𝒓

std 𝒓
, 𝐴𝜋𝜃0

𝜓
𝑞, 𝑜𝑖 = ෤𝑟𝑖

• 𝐽GRPO 𝜃 = 𝔼𝑞~𝑝 𝑞 , 𝑜1,𝑜2,⋯,𝑜𝐺 ~𝜋𝜃0
|∙ 𝑞

1

𝐺
෍

𝑖=1

𝐺

min
𝜋𝜃 ห𝑜𝑖 𝑞

𝜋𝜃0
|𝑜𝑖 𝑞

𝐴𝜋𝜃0

𝜓
𝑞, 𝑜𝑖 , clip

𝜋𝜃 ห𝑜𝑖 𝑞

𝜋𝜃0
|𝑜𝑖 𝑞

, 1 − 𝜖, 1 + 𝜖 𝐴𝜋𝜃0

𝜓
𝑞, 𝑜𝑖 − 𝛽𝐷KL ԡ𝜋𝜃 |∙ 𝑞 𝜋ref |∙ 𝑞

Shao, Z., Wang, P., Zhu, Q., Xu, R., Song, J., Bi, X., ... & Guo, D. (2024). 

Deepseekmath: Pushing the limits of mathematical reasoning in open language models.
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拓展到多步策略

• PPO

• GRPO

• 过程奖励模型
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总结

• 强化学习系统性很强，一环扣一环

• 目前大语言模型中的强化学习：

本质吗？是最好的吗？——算法还很粗糙、应用还很初步

• 学习资料：

• 教材：

• Richard S. Sutton and Andrew G. Barto, 2020, Reinforcement Learning: An Introduction

• 王树森 张志华, 2022, 深度强化学习（初稿）

• 课程： 

• 西湖大学赵世钰【【强化学习的数学原理】课程：从零开始到透彻理解（完结）】

• OpenAI, Welcome to Spinning Up in Deep RL!

http://incompleteideas.net/book/RLbook2020.pdf
http://incompleteideas.net/book/RLbook2020.pdf
https://www.math.pku.edu.cn/teachers/zhzhang/drl_v1.pdf
https://www.math.pku.edu.cn/teachers/zhzhang/drl_v1.pdf
https://www.math.pku.edu.cn/teachers/zhzhang/drl_v1.pdf
https://www.math.pku.edu.cn/teachers/zhzhang/drl_v1.pdf
https://www.math.pku.edu.cn/teachers/zhzhang/drl_v1.pdf
https://www.bilibili.com/video/BV1sd4y167NS/?share_source=copy_web&vd_source=cb0636b4b9a8bb223cb7003622e3faad
https://www.bilibili.com/video/BV1sd4y167NS/?share_source=copy_web&vd_source=cb0636b4b9a8bb223cb7003622e3faad
https://www.bilibili.com/video/BV1sd4y167NS/?share_source=copy_web&vd_source=cb0636b4b9a8bb223cb7003622e3faad
https://www.bilibili.com/video/BV1sd4y167NS/?share_source=copy_web&vd_source=cb0636b4b9a8bb223cb7003622e3faad
https://www.bilibili.com/video/BV1sd4y167NS/?share_source=copy_web&vd_source=cb0636b4b9a8bb223cb7003622e3faad
https://www.bilibili.com/video/BV1sd4y167NS/?share_source=copy_web&vd_source=cb0636b4b9a8bb223cb7003622e3faad
https://www.bilibili.com/video/BV1sd4y167NS/?share_source=copy_web&vd_source=cb0636b4b9a8bb223cb7003622e3faad
https://spinningup.openai.com/en/latest/index.html
https://spinningup.openai.com/en/latest/index.html
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总结

• 其它资料：

• 博客： Seita's Place: Going Deeper Into Reinforcement Learning: Fundamentals of Policy 

Gradients

• 博客：Seita's Place: Notes on the Generalized Advantage Estimation Paper

• 博客：Weng Lilian, A (Long) Peek into Reinforcement Learning, 2018

• 博客：Weng Lilian, Policy Gradient Algorithms, 2018

• 课程：Sergey Levine, CS 285 UC Berkeley, Deep Reinforcement Learning, 2023

• 教材：Kevin Murphy, Reinforcement Learning: An Overview

• 课程：David Silver, UCL, Reinforcement Learning, 2015

https://danieltakeshi.github.io/2017/03/28/going-deeper-into-reinforcement-learning-fundamentals-of-policy-gradients/
https://danieltakeshi.github.io/2017/03/28/going-deeper-into-reinforcement-learning-fundamentals-of-policy-gradients/
https://danieltakeshi.github.io/2017/04/02/notes-on-the-generalized-advantage-estimation-paper/
https://lilianweng.github.io/posts/2018-02-19-rl-overview/
https://lilianweng.github.io/posts/2018-04-08-policy-gradient/
https://rail.eecs.berkeley.edu/deeprlcourse/
https://arxiv.org/abs/2412.05265
https://davidstarsilver.wordpress.com/teaching/


Thank you for listening!
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